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摘要 测井曲线记录钻井过程中地层的物理参数，在研究岩石特性、评估油气藏资源及揭示储层分布等方面

具有重要意义。随着油气勘探的深入，隐蔽油气藏的复杂性不断增加，而传统测井数据分辨率较低的局限性，

难以满足薄互层储层改造选点的需求，亟待开发高分辨率的测井数据精细解释方法。本研究提出了一种基于

ResNet50 回归算法的储层预测模型。该模型将能够捕捉复杂垂向地质细节的纵向连续光学薄片数据，与 5 种常

规测井参数相结合，提升储层分析的精度。通过对某井区二叠系地层的 5 个井段数据进行验证，使用连续的 570
张地层图片样本与测井数据进行训练与预测，模型将测井数据分辨率从 12.5 cm提升至 6.25 cm，显著提高了测

井数据的精度和分辨率。本研究使用 3 种公认的定量评估指标决定系数 (R²)、均方根误差 (RMSE)和平均绝对误

差 (MAE)对模型性能进行了全面评估。结果表明，该模型在声波时差 (AC)、补偿中子 (CNL)、电阻率 (RT)和伽

马 (GR)参数的预测中表现较为准确，平均误差低于 0.094，展示出模型在预测精度上的可靠性与优异性。然而，

在密度 (DEN)参数的预测中，模型在岩性变化较大或地质条件复杂的井段中受到了一定影响。
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Abstract  Well logging curves are essential for recording the physical parameters of formations during drilling, providing vital 
information for analyzing rock properties, evaluating hydrocarbon reservoirs, and understanding reservoir distribution. As oil 
and gas exploration continues to progress, the complexity of subtle and hidden reservoirs has increased, posing challenges for 
traditional exploration techniques. Despite their importance, conventional well logging data suffer from low resolution, which 
significantly limits their ability to address the requirements of detailed reservoir characterization. In particular, the inability 
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to precisely identify modification points in thin interbedded reservoirs remains a critical bottleneck in reservoir analysis. To 
overcome these limitations, developing high-resolution interpretation methods for well logging data has become an urgent 
priority in the field of reservoir analysis and geological exploration. This study proposes a novel reservoir prediction model based 
on the ResNet50 regression algorithm. By integrating vertically continuous optical thin-section data, which can capture fine-scale 
and complex vertical geological features, with five conventional well logging parameters, the proposed model aims to improve 
the resolution and accuracy of reservoir analysis. This combination leverages the strengths of image-based geological analysis 
and traditional well logging to deliver a more precise interpretation of subsurface formations. The model was validated using data 
collected from five intervals of the Permian formation in a specific well area. A total of 570 continuous geological image samples, 
combined with their corresponding well logging data, were utilized for model training and prediction. The results demonstrate 
that the model effectively enhances the resolution of well logging data, improving it from the traditional 12.5 cm to 6.25 cm. This 
significant improvement not only increases the precision of well logging interpretation but also provides a more detailed under-
standing of reservoir characteristics. The model’s performance was rigorously evaluated using three widely recognized metrics: 
the coefficient of determination (R²), root mean square error (RMSE), and mean absolute error (MAE). The results revealed that 
the model excels in predicting parameters such as acoustic time (AC), compensated neutron (CNL), resistivity (RT), and gamma 
ray (GR), achieving an average prediction error below 0.094. This highlights the model’s reliability and superior performance in 
reservoir prediction tasks. However, challenges remain in predicting density (DEN), where the model’s accuracy is impacted in 
intervals with significant lithological heterogeneity or complex geological conditions.
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0 引言

测井技术通过测量地层声学、电学和放射性等信

号，推断储层地球物理特性，是精确定位和评估地下

油气储集层的重要方法 [1-3]。通过对测井数据解释分

析，可获取地层的岩相岩性及物性参数 [4-7]。经过测井

数据的解析与地质信息的关联分析，能够深入理解井

下地层特征，进而确定岩相分布，并据此推导出岩层

介质的渗透率以及孔隙度等一系列关键物性参数 [8-11]。

然而，随着油气勘探开发的深入，我国各大油田转向

隐蔽油气藏，要求更高精度的储层预测，隐蔽油气藏

的非均质性加剧，且常伴随薄互层以及低孔隙度、低

渗透率储层的出现，薄储层成为勘探重点，但传统测

井数据的精度不足 [12]。因此，亟待开发构建测井数据

精细化表征模型来对测井数据重构从而提高测井数据

分辨率，实现对地层密度、孔隙度和泥质含量等信息

的精细化评价，为页岩油勘探开发提供了关键的地质

解释和储层评价方法。

测井曲线的重构是提升油气勘探与开发效率的关

键环节，常规的测井曲线的重构包括测井数据预测和补

全，测井数据预测和测井数据补全虽然有一定的相似

性，但在目标和应用场景上存在显著区别。测井数据预

测通常是在已知部分测井数据的基础上，利用模型对

未知区域的测井数据进行估算 [13-14]。而测井数据补全则

侧重于对部分缺失或失真的测井数据进行修复，以恢

复数据的完整性和连续性，确保测井数据的完整性和

后续分析的准确性。二者的关键区别在于预测关注的

是“未知”数据的估计，而补全则是“修复”已有数据的

缺失。这两种方法与测井数据精细化的目标密切相关。

在测井数据预测方面，杨静等 [15]基于长短期记忆

(Long Short-Term Memory ，LSTM)神经网络的测井数

据预测建模框架能够高效地生成多源且复杂的测井曲

线。王俊等 [16]与滕建强等 [17]则通过利用已钻地层段及

其邻近区域的测井数据预测钻前的测井曲线。在此基

础上，代保庆等 [18]在Att-LSTM(Attention-Long Short-
Term Memory)模型中引入注意力机制，通过优化权

重分配有效提高预测精度。此外，潘少伟等 [19]通过

LSTM神经网络补全缺失的测井数据。同时，王锦涛

等 [20]通过融合卷积神经网络与门控循环单元神经网络

方法，有效提升了测井曲线预测的精度。

在测井数据补全方面，张家臣等 [21]基于XG-
BOOST的机器学习方法构建的模型相较于传统方法能

够更精确稳定地重构测井曲线。针对声波测井曲线缺

失或失真问题，刘建建等 [22]结合异步连续减半算法优

化的LSTM模型，实现了高效精确的测井曲线补全技

术。此外，混合集成学习模型的测井曲线生成方法结

合了随机森林和极限梯度提升模型的优势，能够高效

智能地补全缺失的测井曲线 [23]。Meng等 [24]基于条件

去噪扩散概率模型的生成模型，在捕捉不确定性的同

时填充所有缺失测井数据。上述研究表明，智能算法

在测井数据优化方面取得了显著进展，为复杂的地质

构造提供了前所未有的洞察和精确度 [25]。同时深度学
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习因其自组织、自学习和容错性的优点，能够有效地

训练和测试储层特征，从而优化测井数据 [26-27]。

虽然预测和补全可以有效地改善数据质量，但它

们往往受到分辨率的限制，通常无法达到更高的测井

数据精度 [28]。精细化测井数据的目标不仅是提高数据

的完整性，还在于提升数据的分辨率和预测的准确性，

以便更精准地进行地层分析和储层评估 [29]。现有的测

井数据重构方法多集中在 12.5 cm的传统分辨率，而

精细化目标则要求更高分辨率的数据，以便更精确地

捕捉地层和储层的微观特征。

针对上述问题，本文提出测井数据精细解释方法，

旨在将测井数据精度从 12.5 cm进一步提升至更高的

分辨率，并进一步提升测井数据在复杂地质条件下的

应用效果。首先，通过纵向连续光学薄片观察岩石的

微观结构特征，获取 7 cm的地层信息。随后，基于薄

片信息和测井数据，将真实的地层图像与其同深度的

测井数据结合，以图像数据作为输入，测井数据作为

输入图像的标签，构建ResNet50 回归模型，在测试集

效果达标后，通过预测集数据进行预测，从而实现高

精度的测井数据预测与补全，保证精细化后的测井数

据结果能够反映真实的地质信息，从而构建准确的精

细化预测模型，对原始测井数据进行细化表征。本文

的研究结果实现对测井数据精细化表征与预测，为储

层精细化建模提供理论指导。

1 精细解释测井参数方法研究

本文通过选取二叠系地层某井的连续井段，以全

尺寸岩心的岩板制作纵向上连续的光学大薄片，构

建地层特征图片数据集。随后，基于ResNet50 架

构建立测井数据预测模型，通过图像数据预测电阻

率 (Resistivity，RT)、 密 度 (Density，DEN)、 伽 马

(Gamma，GR)、声波时差 (Acoustic time， AC)和补偿

中子 (Compensated Neutron， CNL)5 种测井数据，获取

以 6.25 cm为间隔的精细化测井数据。

1.1 数据集构建

本文图像数据的处理流程旨在实现测井数据与光

学薄片图像的高效匹配，从而构建一个精细化的训练

数据集。本研究选取了五个井段，共计 60 米深度范围

的纵向连续岩板内制作的 570 张光学薄片图像 (图 1)。
每张薄片的尺寸为 5cm×7cm，其纵向尺寸 (7cm)

小于测井数据 12.5cm的分辨率。为实现光学薄片图像

与测井数据的分辨率对齐，采取了图像拼接策略，将

相邻两张图像沿纵向顺序拼接，生成包含 5cm×14cm
地层信息的组合图像。每个拼接后的图像覆盖 14cm
的地层深度范围，与其所在深度段的测井数据进行匹

配。测井数据被选取为标签，包含此深度范围内的五

种测井参数测量值。这种拼接与顺移策略确保了光学

薄片图像与测井数据的精准匹配，为模型训练提供了

精细化的地层信息输入，同时保留了测井数据在垂向

上的连续性与特征分布规律。这种方法不仅提高了训

练数据的质量，还为测井数据精细解释提供了更为丰

富的输入基础。在预处理时将图像进行数据增强，通

过keras算法与pillow算法对每张图像采用翻转平移、

色彩调整等方法扩充数据集，将数据集合数量从原始

拼接后 285 张图片扩增到 4845 张图像，避免模型因样

本过少而产生欠拟合的问题。预处理后的随机抽取数

据中的 80%也就是 3876 张图象作为训练集，余下的

20%被划分为测试集，用于后续的模型训练和评估。 
为进一步提升数据的精细化预测结果，采用了图像位

置顺移的策略，以一张单独的薄片为单位，将拼接位

置沿纵向移动一张图像的深度 (7 cm)，再进行下一组

图像的拼接。通过这种滑动窗口式的数据构建方法，

可以在数据利用率最大化的同时，实现更高分辨率的

测井数据匹配。

整体过程如图 2 所示，在目标深度，将图片对应

其同深度下的测井数据值，依据上述方法确定数据集

图像所对应标签，进行训练与预测，从而获得精细化

后的结果。

1.2 基于ResNet50 的非线性预测方法

ResNet50 是深度学习中一种广泛使用的图像分类

图像特征提取算法。ResNet50 的核心创新在于引入了

残差块，这些残差块通过“跳跃连接”解决了深层网

络中的梯度消失问题，使得网络可以更有效地训练更

图 1 纵向连续光学大薄片 (70 cm)
Fig. 1 Large longitudinal continuous optical sheet (70 cm)
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深的层数。ResNet50 由 50 层的网络组成，能够提取

图像的高级特征。本文在使用ResNet50 作为骨干网络

时，移除其最后的全连接层，以便将其作为特征提取

器。这样，ResNet50 可以从输入图像中提取丰富的特

征，这些特征可以用于各种后续的回归预测任务。本

文所提出的深度学习网络架构融合特征提取与回归预

测两大模块。在特征提取阶段，采用ResNet50 模型

(图 3)，将其视为一个整体的特征提取器。在特征提取

器内引入回归器模块，这个回归网络由一系列全连接

层组成，旨在将ResNet50 提取的高维特征映射到目标

变量的空间，该回归器由 3 个全连接层构成，它们负

责将提取的特征映射到最终的回归目标空间。模型首

先由一个线性层构成，将来自特征提取器的 2048 维特

征向量降至 1024 维，接着应用ReLU激活函数引入非

线性。为防止过拟合，加入Dropout层随机丢弃部分

神经元输出。第二个线性层进一步降维至 256 维，并

再次应用ReLU激活函数，随后的Dropout层增强模型

泛化能力。最后，第三个线性层将特征映射至 5 维输

出空间，对应各测井标签的预测值。

该网络结构设计通过特征提取器捕捉图像对中的

关键信息，利用ResNet50 的深度卷积结构逐步提取从

低级到高级的特征表示。回归器逐层处理这些特征，

将其映射到最终回归目标。通过结合ResNet50 的强

大特征提取能力与回归网络的映射能力，模型在复杂

预测任务中表现优异。在训练过程中，通过误差执行

反向传播并更新模型参数以优化性能，同时累积批次

损失以计算训练集的平均损失。为防止过拟合，采用

30%的Dropout率，初始学习率为 0.001，通过Adam
优化器进行动态调整以自适应更新参数。模型在测试

集验证损失最优时被保存。阶段禁用梯度计算，流程

与训练阶段相似，最后计算验证集的平均损失以评估

模型性能。最终，该网络能够根据输入图像及其对应

的 5 种测井数据标签，输出包含电阻率 (RT)、密度

(DEN)、伽马 (GR)、声波时差 (AC)和补偿中子 (CNL) 
5 个回归值的预测向量。

在原始ResNet50 中，去除全连接层，使得网络输

出的特征向量不再受到分类任务的约束，而是作为中

间特征直接传递给后续的回归模块，以保留更多特征

信息供回归器使用。这些层协同工作，实现对图像特

征的高效提取与深度学习。在训练过程中进行梯度归

零，执行前向传播以计算预测结果，并应用均方误差

(MSELoss)作为损失度量。计算真实标签 ( yi )与预测值

( ŷi )之间的误差，n是为测井数据总数观测值的数量以

评估模型的性能，损失函数方程如下：

图 2 测井数据及对应深度的岩心图片数据

Fig. 2 Well logging data and core picture data of corresponding depth
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 MSELoss = −
1
n∑i=

n

1
( y yi iˆ )2 (1)

1.3 模型评价指标

在实验中，为了全面而准确地评估预测模型的

性能，采用了 3 个常用的评价指标 : R²(决定系数 )、
RMSE(均方根误差 )和MAE(平均绝对误差 )进行整体

评估。R²是衡量回归分析效果的重要指标，用于评估

模型预测值与实际值之间的符合程度。计算表示因变

量的总变异程度。R²的值越接近 1，即残差平方和 (模
型预测值 ( ŷi )与实际值 (yi )之差的平方和）与总变差

(实际值 (yi )与其平均值 ( y )之差的平方和）的比值越

小，表示模型拟合度越好，R²的公式如下：

 R2 = −1
∑

∑
i

i

=

n

=

n
1

1

(

(

y y

y y

i i

i

−

−

ˆ

)

)
2

2

 (2)

由于MSE对异常值较为敏感，因此在数据中存在

异常值时，其评估结果可能会受到一定影响。为了消

除MSE对异常值的敏感性，采用RMSE作为评估指

标，RMSE的公式如下：

 RMSE = −
1
n∑i=

n

1
( y yi iˆ )2  (3)

RMSE是MSE的平方根。通过计算RMSE值，可

以更直观地了解模型的预测准确度和误差分布情况。

RMSE值越小，说明预测值与观测值之间的差异越小，

模型的预测准确度越高。

MAE反映了预测值与真实值之间的绝对误差的平

均水平，它平等地考虑了所有的单个预测误差的大小，

而不考虑误差的方向，MAE的公式如下：

 MAE = −
1
n∑i=

n

1
y yi iˆ  (4)

MAE的值越小，表示模型的预测准确性越高。

R²值高意味着预测趋势一致，但它不一定能反映

误差的大小，因此不能单独评估精度。RMSE评估模

型精度，并且由于其标准化的性质，能够提供更具直

观性的误差分析。其值越小，表示模型的预测精度

越高。MAE较为直观地反映了模型预测的平均误差。

R²、RMSE、MAE都在不同程度上反映了模型的预测

精度。R²专注于评估拟合度，而RMSE和MAE则分

别衡量误差的大小，其中RMSE对大误差更加敏感，

MAE则提供了对所有误差的平均评估。综上所述，

R²，RMSE和MAE这 3 个评价指标在实验中被综合运

用，以全面而准确地评估预测模型的性能。它们衡量

了模型预测结果与实际值之间的差异；而稳定性则通

过对比这些指标在不同数据集上的变化来间接反映。

F x

F x

x

图 3 整体模型架构图

Fig. 3 Overall model architecture diagram
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2 结果与分析

2.1 测试集结果

在对分析测试集结果时，通过R²、RMSE和MAE
这 3 个评价指标可以看出，模型对五个测井参数 (AC、

CNL、RT、DEN、GR)的预测性能展现了较为清晰的

差异性。整体来看，模型对AC、CNL和RT参数的预

测效果最为优异，其中AC的RMSE为 0.0478，MAE
为 0.0249，R²为 0.9459，表明模型能够准确预测AC
参数的变化；CNL的RMSE和MAE分别为 0.0473 和

0.0311，且R²高达 0.9556，是所有参数中最高的，显

示了模型对CNL的拟合能力最强；AC通常用于反映

地层的孔隙度、弹性性质以及岩石的波速特征；而

CNL参数则多用于反映地层的孔隙度及水饱和度等特

征。由于它们与岩性、孔隙度和地层流体性质之间有

较强的相关性，模型能够较好地捕捉这些地质信息。

RT的RMSE和MAE最低，分别为 0.0420 和 0.0264，
且R²为 0.9516，同样表现出较高的预测精度。

相比之下，模型对GR参数的预测表现略有不足，

其RMSE为 0.0499，MAE为 0.0216，其中MAE为所

有参数中最低，说明预测误差较小，但R²为 0.8852，
相对较低，表明模型在捕捉GR参数的变化趋势时存

在一定局限性。这可能与GR参数在地质层位、沉积

环境及矿物成分等方面的较强指示性有关。然而，测

试集中的GR预测结果出现了明显下降，表明GR参数

虽然能较好地反映地层的矿物成分和沉积环境，但在

不同井段的复杂地质条件下，GR参数本身的分辨率

和其对细粒度岩性、局部变化的敏感性较低，导致模

型并未完全学习GR参数的变化特征 [31]。模型对DEN
参数的预测表现最差，其RMSE为 0.0772，MAE为

0.0600，均为所有参数中最高，且R²仅为 0.7929，显

著低于其他参数，表明模型对DEN参数的预测误差相

对较大。密度曲线通常用于反映地层的密度变化，受

岩石类型、孔隙度以及流体饱和度的影响较大且探测

深度较浅。由于密度受这些因素的综合影响较大，且

不同地质条件下密度的变化可能较为复杂，因此模型

在预测DEN时可能未能充分捕捉到这些复杂的地质特

征，导致其预测精度较低 [32]。综合来看，模型对AC、

CNL和RT参数的预测效果优异，但对GR和DEN参数

的表现仍有优化空间。

2.2 分段结果分析

在本文中，共对 5 个井段的数据进行分析，不同

井段处于不同的地层深度，而不同深度的地层特性差

异较大。这些地层特性直接影响测井数据的表现，使

得针对不同井段的测井数据预测效果存在差异。由于

每个井段的地质背景和测井曲线的特征差异，模型针

对 5 个井段的 5 种测井参数的表现各有不同。

本文通过R²、MAE和RMSE 3 个评价指标对模型

的预测效果进行了系统分析，并结合不同井段间的比

较，明确了模型在各井段的表现差异及其成因。

在R²值方面，不同井段间的预测效果表现出显著

差异。其中，在井段内分析，井段 9、15 和 21 的测

井参数预测效果较优。井段 9 中DEN和GR的R²值分

别达到 0.9060 和 0.9104，表明在此井段内，模型能够

有效捕捉地层特征并对这些参数进行准确预测。相对

而言，井段 12 的CNL参数的R²值最低，仅为 0.7689，
反映出预测效果较差，可能是由于井段间地质条件的

变化显著，特别是岩性、孔隙度和流体性质的复杂性

导致CNL的变化规律难以被准确拟合。

在MAE分析中，井段间的预测误差同样表现出显

著差异。井段 9 的RT和DEN参数的MAE值较小，分

别为 0.0337 和 0.0493，表明在该井段内，模型的预测

误差相对较低，预测效果较好。相比之下，井段 12 的

CNL参数MAE值高达 0.1040，反映出预测误差较大，

这可能是由于井段间孔隙度分布的不均匀性加剧了预

测难度。此外，在井段 21 内，RT和DEN的MAE值相

对较高，分别为 0.1460 和 0.1661，这表明该井段内的

复杂地质条件可能对模型预测的精度产生了较大影响。

在RMSE值 的 比 较 中， 井 段 9 的DEN和GR的

RMSE值分别为 0.0677 和 0.0613，显示出较小的预测

误差，表明井段内地质条件较为均匀，孔隙度和矿物

成分变化相对简单，模型对测井数据的拟合能力较强。

相比之下，井段 12 的CNL参数RMSE值为 0.1316，
预测误差显著增大，可能与该井段的孔隙度分布复杂

性和流体特征变化有关。此外，在井段 21 内，RT和

DEN的RMSE值分别为 0.1857 和 0.1924，预测误差较

大，这可能反映了井段间岩性与孔隙度分布的不均匀

性对模型拟合能力的制约。

表 1 测试集结果分析

Table 1 Analysis of test set results

TEST RMSE MAE R²

AC 0.0478 0.0249 0.9459
CNL 0.0473 0.0311 0.9556
RT 0.0420 0.0264 0.9516
DEN 0.0772 0.0600 0.7929
GR 0.0499 0.0216 0.8852
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综上所述，模型在不同井段间的预测效果差异显

著，主要受地质条件、岩性变化、孔隙度分布及流体

性质等因素的影响。总体来看，在地质条件相对均匀

和简单的井段 (如井段 9 和 15)中，针对 5 种参数，模

型表现均较佳；而在复杂地质环境下 (如井段 12 和

21)，尤其是对CNL、RT和DEN等参数的预测，模型

的误差有所增大。

2.3 ResNet-regression算法与ViT-MLP算法对比分析

为进一步分析本文算法效果，本文方法与ViT-
MLP算法 [30]进行对比，Vision Transformer(ViT)算法

在自然语言处理和视觉任务中取得了显著成果，而

多层感知器 (MLP)结构则在分类和回归问题中表现出

色 [33]。然而，在地层图片信息复杂的情境下，基于

ViT算法的特征提取与MLP结构的预测效果并不理想。

虽然在训练过程中可以达到收敛的效果如图 5，但是

在进行测试时，测试集结果的R²均为负值，与标签值

对比效果如图 6 所示。

ViT算法通过将图像分割成多个小块 (patch)，并

将每个小块投影为固定长度的向量送入Transformer进

行处理。然而，在地层图片中，许多关键特征可能仅

占据图像的极小部分，ViT的patch大小可能无法精确

捕捉这些局部特征。MLP结构依赖于输入特征的有效

表示。但由于ViT算法在提取地层图片特征时存在上

述挑战，导致输入到MLP的特征表示可能不充分或存

在噪声。这会影响MLP的预测性能，使其难以准确分

类或回归。MLP结构在训练过程中容易过拟合，特别

是在输入特征维度较高且数据量有限的情况下。地层

图片信息复杂，特征维度高，而可用的训练样本可能

相对较少。这增加了MLP过拟合的风险，导致模型

在测试集上的表现不佳。MLP结构相对简单，缺乏复

杂的特征提取和表示能力。在地层图片信息复杂的情

境下，MLP可能无法有效捕捉图像中的复杂特征和关

系，导致模型泛化能力弱，预测效果不佳。

而ResNet-regression算法则展示了优秀的预测趋

势效果，在模型通过测试集验证效果良好后，并收敛

如图 7 所示，将其应用于精细化测井数据的预测。经

过模型预测后的精细化测井数据展现出更高的分辨率

能够捕捉到原始数据中未能显现变化，如图 8 所示。

这种精细化处理使得测井数据在地质特征识别和

图 4 测井参数分段预测评价结果

Fig. 4 Prediction and evaluation results of segmented logging parameters
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图 6 ViT-MLP预测结果

Fig. 6 Prediction results of ViT-MLP
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图 5 ViT-MLP训练结果

Fig. 5 Results of ViT-MLP training
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储层评价中更具实用价值。精细化后的测井数据与原

始数据的整体趋势基本保持一致。这表明模型在细节

增强的同时，未偏离原始数据的基本特征和趋势，确

保了预测结果的可靠性。通过精细化处理，测井数据

在油藏描述、储层建模和生产预测等方面的应用价值

显著提升。模型的高精度预测能力为后续的地质分析

和决策提供了坚实的基础。总之，模型在精细化测井

数据上的成功应用，不仅验证了其在测试集上的优异

表现，也为实际地质应用提供了更为精确和可靠的数

据支持。

在对比ViT-MLP算法和ResNet50 回归算法的应用

效果时，明显发现ViT-MLP算法在处理测井数据预测

问题时表现出泛化能力较弱的缺陷，导致预测精度不

佳。相比之下，本文所构建的ResNet50 回归算法凭借

其深层卷积网络架构，成功弥补了这些不足。

首先，ResNet50 利用残差块结构，可以有效地缓

解深度网络中的梯度消失问题，同时增强特征传递能

力，确保模型能够深入提取图像的多层次信息。其次，

卷积操作能够高效捕捉局部特征，使得模型在处理复

杂地质背景和多样化测井曲线时依然表现出色。此外，

ResNet50 在与回归模块结合后，进一步优化了图像到

数值预测的映射过程，成功将高维图像特征转换为准

确可靠的预测结果。ResNet50 回归算法在预测精度和

泛化能力上均优于ViT-MLP模型，其在测井数据预测

问题上的表现更具鲁棒性和适应性。特别是在应对复

杂地质环境、异质性较强的岩性分布时，ResNet50 能

够充分挖掘图像中的潜在信息，为解决测井数据预测

问题提供了更加有效的方法。因此，该方法更加适合

用于处理图像预测测井数据的问题，具有显著的应用

价值。

与此同时，如表 2 所示，从模型参数量来看，

ViT-MLP的参数量明显少于ResNet50，仅为其约

28.7%，表明ViT-MLP模型在存储需求和参数优化方

面具有一定的优势。尽管ViT-MLP的参数量更少，但

是在算力需求方面， ViT-MLP模型的计算复杂度略高

于ResNet50 回归模型。在处理同样的数据量的情况下

两者总推理时间非常接近，差距可以忽略不计。在内

存使用上， ViT-MLP的内存占用显著高于ResNet50 回

归算法，在资源有限的环境下，ResNet50 回归模型具

有更高的实用性。

总结两种方法结果后，可以发现，ResNet50 回归

算法更具有有效性，在通过二维图像数据预测三维地

层数据时，模型在声波时差与补偿中子两个参数的预

测效果较好但密度、泥质含量和电阻率 3 个参数的预

测准确率稍低，但也展现出了良好的预测能力。首先，

二维图像数据本身具有局限性。它只能提供地层在某

一平面或截面上的信息，而无法全面反映地层在三维

空间中的复杂结构和变化。这种信息的缺失导致了在

预测三维地层数据时的不确定性，进而影响了密度、

泥质含量和电阻率等参数的预测准确性。其次，地层

本身的复杂性和多样性也是导致预测结果差异性的重

要原因。地层中的岩性、构造、沉积环境等因素都会

对密度、泥质含量和电阻率等参数产生影响。而这些

因素在二维图像数据中往往难以被完全捕捉和表达，

从而导致了预测结果的差异性。最后，数据的质量和

准确性也是影响预测结果的重要因素。尽管在数据处

图 7 ResNet-regression训练结果

Fig. 7 Results of ResNet-regression training
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理过程中已经尽可能地减少噪声的出现，但与三维地

层数据之间存在不匹配的情况，亦可能导致预测结果

的差异性。

综上所述，通过二维图像数据预测三维测井数据

时，预测结果基本可靠，能够实现测井数据精细解释

的目的，但是针对密度、泥质含量和电阻率预测的差

异性可能源于二维图像数据的局限性、地层本身的复

杂性和多样性以及数据的质量和准确性等多种因素。

3 结论

1)本文将纵向连续光学薄片与测井数据特征相结

合，构建了一个基于ResNet50 算法的回归方法的测井

数据精细解释模型。该模型通过对地层图片和测井数

据的综合分析，实现了对测井数据的精细化表征预测，

将测井数据的分辨率从 12.5 cm提升到了 6.25 cm。

2)基于ResNet50 算法构建测井数据精细解释，不

仅提高了测井数据的精度，还进一步得到更精细化的

地层信息。本方法在五种常规测井数据的预测中平均

绝对误差低于 0.067，说明模型在预测精度上表现优

异，具有可靠性。该模型不仅提升了数据预测的准确

性，还为地质分析提供了更精确的地层信息，能够为

后续的地质分析和决策提供更具价值的数据支持。

3)本研究构建的模型对声波时差 (AC)、伽马

表 2 ResNet50 回归算法与ViT-MLP模型性能对比表

Table 2 Performance comparison table of ResNet50 regression algorithm and ViT-MLP Model

指标 ResNet50 ViT-MLP
参数总量 /Parameters 27 969 101 8 028 618
浮点运算 /GFLOPs 264.571 287.793
推理时间 /s 126.5634 125.96
内存占用 /MB 228.18 1173.89

图 8 精细化预测结果

Fig. 8 Refined prediction results
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(GR)、电阻率 (RT)和补偿中子 (CNL)4 个参数的预测

较为准确。而密度 (DEN)参数的预测中，模型在岩性

变化较大或地质条件复杂的井段中受到显著影响，预

测精度相对较低。因此，未来将针对复杂地质条件下

的岩性不均匀性和流体分布多样性问题开展模型优化

研究，以进一步提高模型在复杂环境中的预测能力。
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