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摘要 地层孔隙压力是油气井从设计到完钻过程中重要的基础数据，准确计算地层孔隙压力是保障钻井安全、

提高钻井效率的重要前提。为了克服传统地层孔隙压力计算方法精度不足、计算效率不高的问题，本文考虑

到钻井与地层沉积均为序列性和非线性过程，提出了将长短期记忆神经网络 (LSTM) 和误差反向传播神经网络 
(BP) 相结合计算地层孔隙压力的方法，利用 LSTM 层提取钻-测-录多源数据中的序列性特征信息，经过 BP 层
构建特征信息与地层孔隙压力之间的非线性映射关系。通过对油田现场钻测录数据进行清洗并综合相关性分析

和钻井经验知识优选了 18 种输入参数，对 LSTM-BP 地层孔隙压力计算模型进行训练和测试，并采用网格搜索

法对 LSTM-BP 神经网络模型的 5 种模型超参数进行了优选，效果最优的单井计算模型和邻井计算模型的平均

绝对误差分别为 4.92 MPa和 2.34 Mpa，均方根误差分别为 6.65 Mpa和 3.03 Mpa，平均相对误差分别为 4.36%和 
8.31%。最后与传统 BP 模型、LSTM 模型和支持向量机 (SVM) 模型的最优结果进行对比，结果显示，本文所建

立的 LSTM-BP 神经网络模型精度均高于 BP 模型、LSTM 模型和 SVM 模型，表明所提出的 LSTM-BP 地层孔隙

压力计算模型具有较高的计算精度。
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Abstract  The formation pore pressure is an important basic parameter in the process of oil and gas drilling from well design to 
well completion. It is an important basis for the rational design of drilling plans and analysis of wellbore stability, and accurate 
calculation of formation pore pressure is an important prerequisite for ensuring drilling safety and improving drilling efficiency. 
In order to overcome the problems of insufficient accuracy and low calculation efficiency of traditional formation pore pressure 
calculation methods, this paper takes into account that both the drilling process and the formation deposition process have a 
certain degree of sequentiality and complex nonlinearity, so this article proposes a method to calculate formation pore pressure 
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by combining a Long Short-Term Memory (LSTM) neural network and an error Back Propagation (BP) neural network based 
on drilling-logging-recording data. The LSTM layer in the neural network is used to extract the serial feature information in the 
multi-source data of drilling, logging, and recording, and the BP layer in the neural network is used to construct a nonlinear map-
ping relationship between characteristic information and formation pore pressure. The field data of an oilfield was cleaned and 
processed, and 18 parameters such as drilling time, weight on bit, dc-exponent, sonic time difference, and density logging were 
optimized through comprehensive correlation analysis and drilling experience knowledge, and the LSTM-BP formation pore 
pressure calculation model was carried out with training, validation and testing, and using the grid search method to analyze and 
optimize the 5 hyperparameters of the LSTM-BP model, including the number of LSTM layers, the number of neural units in the 
LSTM unit gate, the number of BP layers, the number of neurons in the BP layer, and the activation function. The mean absolute 
error of the best single well calculation model and the best adjacent well calculation model were 4.92 MPa and 2.34 MPa, the 
root mean square error were 6.65 MPa and 3.03 MPa, and the mean relative error were 4.36% and 8.31%. Finally, the LSTM-BP 
model is compared with the optimized traditional BP neural network model, LSTM neural network model, and Support Vector 
Machine (SVM) model. The results show that the accuracy of the LSTM-BP neural network model established in this paper is 
higher than that of the BP neural network model, LSTM neural network model, and SVM model, which show that the LSTM-BP 
formation pore pressure calculation model proposed in this paper has a high calculation accuracy.
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0 引言

地层孔隙压力是石油勘探开发过程中最重要的基

础数据之一，是合理设计钻井方案、分析井壁稳定性

的重要依据，在钻井过程中准确计算地层孔隙压力有

利于提高机械钻速，保护储层，对提高油气采收率具

有重要作用 [1]。

地层孔隙压力计算主要可分为钻前预测、随钻监

测与钻后评估 3 个阶段 [2]。其中钻前预测常采用地质

分析法和地震法；随钻监测常采用dc指数法 [3-4]、标

准钻速法 [5]和岩石强度法 [6-7]等；钻后评估通过等效

深度法 [8]、Eaton法 [9-10]和有效应力法 [11]。等对地层压

力进行计算评估。国内外学者对地层孔隙压力计算开

展了大量研究，吴建忠 [12]等对比了dc指数和 sigma指
数法，认为dc指数法更适合计算川西地区地层压力；

付明川 [13]针对dc指数值波动大，变化频繁的问题，

对dc指数模型进行了修正，稳定性、准确性明显提

升；Primasty[14]等采用等效深度法分析了加拿大Nova 
Scotia地区的异常孔隙压力深度；Bektas[15]等利用卡尔

曼滤波过滤随钻测井噪声，基于Eaton法预测地层孔

隙压力；Ziegler[16]等利用Bowers等方法计算地层孔隙

压力，并利用随钻数据模型进行校正；李中 [17]等考虑

岩性和孔隙度对声波速度的影响，修正了传统Bowers
法卸载方程；陶磊 [18]等提出一种多元回归模型的地层

孔隙压力计算方法。但上述传统地层孔隙压力计算方

法受岩性、水力参数等影响较大，未考虑数据的序列

性，且需要建立正常压实趋势线方程，计算过程复杂，

经验参数较多导致误差累加，计算精度有限。因此亟

需一种高效精准的地层孔隙压力实时计算方法。

近些年来人工智能算法快速发展，在解决复杂非

线性问题上具有很大的优势，在石油领域中的地震

反演 [19-20]、测井解释 [21-23]、产量预测 [24-26]和开发优

化 [27-28]等方面的应用取得了显著效果。其中误差反向

传播神经网络 (error Back Propagation Neural Network, 
BP)具有高度的自学习自适应能力和较强的泛化能力，

适用于解决地层孔隙压力计算等复杂非线性问题；地

层沉积和钻井过程表明所产生的数据具有一定序列性，

而长短期记忆循环神经网络 (Long Short-Term Memory 
Neural Network, LSTM)因具有一定的记忆能力，能够

较好的处理钻井、测井和录井等序列性数据。本文充

分分析了钻井、测井和录井数据及其存在的序列性和

非线性关系，创新地提出了利用LSTM-BP神经网络

模型实时计算地层孔隙压力的方法，以进一步提高神

经网络模型在此类问题上的表现。并基于钻井、测井

和录井数据，对LSTM-BP神经网络模型进行了训练

和测试，结果表明LSTM-BP神经网络模型比BP神

经网络、LSTM神经网络和支持向量机 (Support Vector 
Machines, SVM)模型的精度更高，为地层孔隙压力的

准确实时计算提供了一种新方法。

1 神经网络原理

1.1 神经元与BP神经网络

神经元是人工神经网络中最基本的单元，Mc-
Culloch和Pitts[29]受生物学中神经系统的启发，将其抽
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象为简单的数学模型，如图 1 所示。神经元接收其它

神经元传递的输入信号 xi ，通过权重 wi 加权后计算总

输入并与阈值b进行比较，最后通过激活函数 f计算后

产生神经元的总输出。其正向传播过程为：

 y f w x b= −
 
 
 
∑
i=

n

1
i i  (1)

神经网络是神经元逐层组织以非循环方式连接而

成的结构，如图 2 所示，一些神经元的输出可以是另

外神经元的输入，通常层与层为全连接的形式，层内

神经元不连接，神经元层按功能分为输入层、隐藏层

和输出层。1984 年Rumelhart[30]等人提出了误差反向

传播神经网络，其是按误差逆向传播算法训练的多层

前馈网络，也是目前应用最广泛的神经网络模型之一。

它通过在每轮迭代中采用广义感知机学习规则对权重

和阈值参数进行更新估计，具有非常强的函数逼近能

力，但不具备记忆能力。

1.2 LSTM神经网络

循环神经网络 (Recurrent Neural Network, RNN)主
要用于处理序列数据，其最大的特点就是神经元在某

时刻的输出可以作为输入再次输入到神经元，这种

串联的网络结构非常适合于时间序列数据，可以保

持数据中的依赖关系，且具有一定记忆能力 [31]。但

大量实践表明，RNN很难实现信息的较长时间保存，

Bengio[32]等认为RNN在不断迭代过程中存在梯度消失

和梯度爆炸的问题导致其应用效果不佳。

为解决长期依赖的问题，Hochreiter等 [33]在RNN
的基础上提出了长短期记忆网络，之后Graves[34]对

其进行了优化。如图 3 所示，与M-P神经元相比，

LSTM单元的结构更加复杂，其可通过遗忘门 (f)、输

入门 (i)和输出门 (o)三种门控使信息有选择地添加或

减少，LSTM单元每个时刻的输入包含前一时刻的记

忆单元 (C)状态、隐状态和当前时刻输入。首先是当

前时刻输入和前一时刻隐状态，依次通过遗忘门和输

入门，完成记忆单元状态的更新，然后根据更新后的

记忆单元状态和输出门，完成隐状态的更新，这使其

拥有较长的短期记忆能力，并避免了梯度消失和爆炸

的问题。

遗忘门可根据当前时刻输入和上一时刻隐状态决

定要忘记的信息，

 f W h x bt t t= +σ ( f 1 f( − , ) )  (2)

输入门根据当前时刻输入和上时刻隐状态决定要

添加的新信息，

 i W h x bt t t= +σ ( i 1 i( − , ) )  (3)

新信息： C W h x b
t t t= +tanh ,( C 1 C( − ) )  (4)

记忆单元根据上一时刻状态和产生的新信息对状

态进行更新，

 C f C i Ct t t t t= +−1
  (5)

输出门将当前时刻输入上一时刻隐状态进行合并

计算，并利用当前时刻的记忆单元状态对隐状态进行

更新，

 O W h x bt t t= +σ ( o 1 o( − , ) )  (6)

当前隐状态输出： h O Ct t t= tanh ( )  (7)

其中， xt 为当前的输入； ht−1 为上一时刻的输

出； Wf 为LSTM遗忘门中神经元的权重矩阵； bf 为

LSTM遗忘门中神经元的偏置向量； ft 为LSTM遗忘

门中神经元的输出； Wi 为LSTM输入门中神经元的权

重矩阵； bi 为LSTM输入门中神经元的偏置向量； it
图 2 一个隐藏层的 BP 神经网络

Fig. 2 A hidden layer of BP neural network
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图 1 M-P 神经元模型

Fig. 1 M-P neuron model
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为LSTM输入门中神经元的输出； Wo 为LSTM输出

门中神经元的权重矩阵； bo 为LSTM输出门中神经元

的偏置向量； Ot 为LSTM输出门中神经元的输出； σ

为 sigmoid激活函数； C t 为LSTM记忆单元中新的信

息； WC 为LSTM记忆单元中神经元的权重矩阵； bC

为LSTM记忆单元中神经元的偏置向量； Ct−1 为上一

时刻LSTM记忆单元的状态，tanh为激活函数。

2 数据处理

钻井、测井和录井原始数据中通常含有较多的异

常值和缺失值，会对模型的训练效果和计算效率产生

较大的影响。因此合理的数据处理对于人工智能模型

来说是至关重要的，不仅能够提高模型的质量，还可

以减少模型的计算时间。为了保证地层孔隙压力模型

的计算精度，本文对原始钻井、测井和录井数据进行

了清洗、补全、相关性分析和归一化等操作，建立了

用于训练验证和测试模型的高质量数据集。

2.1 数据清洗

本文所使用的数据为国内某油田提供的现场数据，

包括钻井工程参数、测斜参数、录井参数和测井参数

等 50 多种参数，利用python相关第三方库对其进行

了异常值删除、数据补全、钻测录数据拼接并分井保

存等操作。基于声波时差、密度等测井数据利用Eaton
法计算地层孔隙压力标签，并利用实测值对压力剖面

进行校正作为地层孔隙压力实际值，与实测点的相对

误差仅为 2%左右，最终建立可用于训练的地层孔隙

压力样本数据集。

2.2 相关性分析

相关性分析是量化不同因素间变动状况一致程度

的重要指标。数据中往往存在大量的冗余或者不相关

特征，且特征过多极易引发“维数灾难”，使得模型复

杂度和计算时间大大增加。本文采用距离相关系数 [35]

来计算各参数与地层孔隙压力之间的线性和非线性相

关性，并结合钻井经验知识优选模型输入特征。

距离相关系数既能反映变量之间的线性关系，也

可以在一定程度上反映各变量之间的非线性关系，且

不需要任何的模型假设和参数条件 [36]。距离相关系数

R X Yn ( , )的计算公式如下，

R X Yn
2 ( , ) =










V X V Y

0,                   0

V X Y

n n
2 2

n

(

2 (
)

, )
( )

V X V Y

, 0

n n

V X V Y

2 2(

n n
2 2(

)

)

(

(

) =

) >
 (8)

其中， V X Yn
2 ( , ) 为X, Y的距离协方差； V Xn

2 ( ) 
为X的距离方差； V Yn

2 ( )为Y的距离方差； R X Yn ( , )
为X, Y的距离相关系数。

距离相关系数仅从统计学角度在一定程度上分析

了各参数与地层孔隙压力之间的线性和非线性相关性，

但钻井、测井和录井参数与地层孔隙压力之间存在着复

杂的非线性关系，因此需要结合钻井经验知识综合选

取输入特征。由钻井经验知识可知，在正常地层沉积

过程中，地层孔隙压力随井深的增加而逐渐增加；钻

进时若遇到异常高压会导致钻速、电导率增加，钻时、

钻压、dc指数和钻井液密度降低；声波时差、自然伽

马和密度测井则能反映地层孔隙度和岩性的变化情况。

本文计算了各参数与地层孔隙压力之间的距离
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图 3 LSTM 神经网络结构

Fig. 3 Structure of LSTM neural network
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相关系数，如图 4 所示，由统计学知识可知，相关

系数为 0.4~0.6 为中等程度相关，0.6~0.8 为强相关，

0.8~1.0 为极强相关，以相关性强度大于 0.4 为标准并

结合经验知识确定了标准井深、钻时、dc指数、钻

压、立管压力、出口流量、入口密度、当量密度、入

口电导率、出口电导率、大钩负荷、泵冲速等 12 种钻

录井参数和井径、声波时差、自然伽马、密度 4 种测

井参数为输入。

2.3 数据规范化处理

数据规范化是一个常用的数据预处理操作，目的是

处理不同规模和量纲的数据，使其缩放到相同的数据区

间和范围，以减少规模、特征、分布差异等对模型的影

响。常用的数据规范化方法有Z-Score和Max-Min等，

考虑到钻井是一个随深度的变化的序列化过程，井深、

钻压等参数并不符合正态分布，为消除量纲和减小各

参数的不同数量级对模型性能的影响，本文采取Max-
Min方法对测井、钻录井数据进行归一化处理。

 X i = max min
X X
(
i

X
−

i

min
) −

( i

(
)
Xi )

 � (9)

其中， X i 为第 i个变量Max-Min归一化后的结

果； Xi 为原始第 i个变量； min (Xi )为原始第 i个变量

的最小值； max (Xi )为原始第 i个变量的最大值。

3 模型搭建与参数优选

3.1 模型评价指标

对模型的表现性能进行评价是机器学习建模的一

个重要环节，这不仅仅需要有效可行的估计方法，还

需要有衡量模型泛化能力的评价标准。本文所研究的

地层孔隙压力计算属于回归问题，常用的评价指标有

平均绝对误差 (Mean Absolute Error, MAE)、均方根误

差 (Root Mean Squared Error, RMSE)和平均相对误差

(Mean Relative Error, MRE)。
平均绝对误差是真实值与预测值之间绝对误差的

平均值，能更好地反映预测值误差的实际情况，其计

算公式为：

 MAE y y= − 
N
1 ∑

i

N

=1
true predict  (10)

均方根误差可用来衡量预测值与真实值之间的偏

差，计算公式为：

 RMSE y y= −
N
1 ∑

i

N

=1
( predict true )

2
 (11)

平均相对误差指真实值与预测值的相对误差的平

均值，其计算公式为：

 MRE = 
N y
1 y ytrue predict−

true

� (12)

式中 ytrue 表示样本真实值； ypredict 表示样本预测

值；N为样本数量。

3.2 模型搭建

考虑到钻井是一个与深度相关的序列性过程，且地

层的沉积过程属于时序性过程，由于LSTM神经网络适

合处理时序性问题，故采用LSTM神经网络算法来提取

钻测录数据前后存在的序列性关系，进而利用BP神经

网络进一步挖掘各变量与地层孔隙压力间的非线性关

系，LSTM-BP串联神经网络模型结构如图 5 所示。

3.3 地层孔隙压力单井计算模型参数优选

本文首先采用某油田区块T-1 井进行地层孔隙

压力计算模型的训练验证和测试，其中共 5980 条数

据，前 75%数据用于训练和验证，后 25%数据用于模

型测试。模型采用Adam优化器进行训练，与传统梯

度下降算法相比，Adam优化器能够在训练迭代过程

中自适应调整学习率，显著提升模型学习速度 [37]。采

用dropout方法随机使隐藏层神经元以一定概率失活，

来提升模型泛化能力并防止模型过拟合。前期预训练

实验结果表明，当输入序列长度为 1，dropout参数为

0.2，训练迭代轮数为 300，批尺度为 50 时模型能达

到较好的效果，故利用交叉验证方法对LSTM神经网

络层数 (2 层、3 层 )、LSTM神经网络门控的神经单元
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图 4 距离相关系数

Fig. 4 Distance correlation coefficient
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数 (10 个、12 个 )、BP神经网络层数 (2 层、3 层 )、BP
神经网络每层单元数 (20 个、24 个 )和激活函数 (relu、
tanh、sigmoid)共 48 种模型参数组合进行优选，不同

模型参数的部分测试结果如表 1 所示。

利用MAE、RMSE、MRE和计算时间 4 个评价指

标对模型参数进行优选，这 4 个指标越小表明模型的

拟合能力越强。由表 1 和图 6 可以看出，第 1 个参数

组合的模型表现最佳，其在测试集上的MAE为 4.9169 
MPa，RMSE为 6.6521 MPa，MRE为 4.36%，与实测

点的平均相对误差为 8.39%，远低于其他模型，虽然

第二个模型的计算时间略低于第一个，但是综合考虑

所有参数考虑，本文认为第一个模型为最优模型。

3.4 地层孔隙压力邻井计算模型参数优选

单井计算模型只是针对 1 口井进行训练测试，往

往只适用于利用一口井上部数据训练模型，下部数据

进行计算的情况。利用其来计算邻井地层孔隙压力效

果并不理想，为提高地层孔隙压力计算模型的在该油
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图 5 LSTM-BP 网络结构模型 (T为输入步长，x为不同的输入特征 )
Fig. 5 LSTM-BP network structure model (T is the input step size, x is the different input features)

表 1 不同单井模型参数下的测试集效果 (前 20)
Table 1 Effect of test set under different single well model parameters (Top 20)

序号
LSTM 层参数 BP 层参数

激活函数 MAE/MPa RMSE/MPa MRE/% 计算时间 /s
层数 神经元个数 层数 神经元个数

1 2 10 2 20 relu 4.9169 6.6521 4.36 0.4443
2 2 10 2 20 sigmoid 21.1150 22.4889 19.49 0.4122
3 2 10 2 20 tanh 19.6295 20.9872 18.14 1.0117
4 2 10 2 24 tanh 14.1326 15.5902 12.93 1.1563
5 2 10 3 20 tanh 20.7876 22.0132 19.25 1.0252
6 2 10 3 24 tanh 21.4395 22.7199 19.83 1.0315
7 2 12 2 24 tanh 20.5783 21.9487 19.01 1.0152
8 2 12 3 20 relu 20.4343 20.7589 19.21 0.5441
9 2 12 3 20 tanh 19.7303 21.1460 18.19 1.6046
10 2 12 3 24 tanh 18.5791 19.5880 17.24 1.2878
11 3 10 2 20 tanh 14.0569 15.3983 12.89 1.7327
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序号
LSTM 层参数 BP 层参数

激活函数 MAE/MPa RMSE/MPa MRE/% 计算时间 /s
层数 神经元个数 层数 神经元个数

12 3 10 2 24 relu 7.9894 9.3284 7.24 0.6534
13 3 10 2 24 tanh 20.2545 21.4508 18.74 1.6970
14 3 10 3 20 relu 11.6561 12.8730 10.68 0.7053
15 3 10 3 24 tanh 20.9350 22.1088 19.39 2.7345
16 3 12 2 20 relu 10.2001 11.3827 9.33 0.6655
17 3 12 2 20 tanh 14.1200 15.7410 12.88 1.8102
18 3 12 3 20 tanh 17.9506 19.1068 16.58 1.7951
19 3 12 3 24 relu 19.8480 20.4802 18.53 0.6945
20 3 12 3 24 tanh 14.3033 16.1701 13.02 1.8601
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图 6 不同单井模型评价指标对比

Fig. 6 Comparison of evaluation indexes of different single well models

(续表 )

田区块的泛化能力，采用某油田区块T-2 井、T-3
井和T-4 井进行训练和验证，利用T-1 井进行模型

的测试。选取模型的输入序列长度为 1，dropout参数

为 0.2，训练迭代轮数为 400，批尺度为 100，采用交

叉验证方法LSTM神经网络层数 (2 层 , 3 层 )、LSTM
神经网络门控的神经单元数 (10 个 , 12 个 ,14 个 )、BP
神经网络层数 (2 层 , 3 层 )、BP神经网络每层单元数

(20 个 , 24 个 , 28 个 )和激活函数 (relu, tanh, sigmoid)共
5 种模型参数进行优选。部分模型测试结果如表 2 所

示。

由表 2 和图 7 可以看出，第 4 和第 6 个模型表现

都较好，在测试集上的MAE分别为 2.698 MPa、2.336 
MPa，RMSE分 别 为 3.708 MPa、3.030 MPa，MRE分

别为 8.76%、8.31%。与实测点的平均相对误差分别为

2.04%和 1.23%。由于均方根误差计算时将误差平方，

其受异常值影响较大，当其于平均绝对误差的比值越

小，模型效果越好。结合实际预测效果，如图 8 所示，

选取第 6 个模型为最优。

4 不同算法模型对比

为了证明LSTM-BP模型的效果，本文还将其与

BP神经网络模型、LSTM神经网络模型和SVM模型

进行了对比分析。

在地层孔隙压力单井计算模型方面，采用T-1 井

的数据对BP神经网络模型、LSTM神经网络模型和

SVM模型进行训练验证和测试，前 75%的数据进行

训练和验证，后 25%的数据进行测试；在地层孔隙

压力邻井计算模型方面，采用T-2、T-3、T-4 井数

据进行训练验证，采用T-1 井数据测试。利用交叉验

证法对BP神经网络的层数 (2 层 , 3 层 , 4 层 )、每层神

经单元数 (24 个 , 28 个 , 32 个 )、激活函数 (tanh, relu, 
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sigmoid)、训练迭代轮数 (300, 400)和批尺度 (20, 50)
进行优选；对LSTM神经网络的层数 (2 层 , 3 层 )、神

经单元数 (10 个 , 12 个 , 14 个 )、激活函数 (tanh, relu, 
sigmoid)、训练迭代轮数 (300, 400)和批尺度 (20, 50)进
行优选；对SVM模型的核函数、核函数系数、惩罚

参数和epsilon参数进行优选。BP模型、LSTM模型与

SVM模型参数优选结果如表 3 所示。

在地层孔隙压力单井计算方面，LSTM-BP模型

的MAE为 4.9169 MPa、RMSE为 6.6521 MPa、MRE为

4.36%，与实测点相对误差为 8.39%。均低于传统的

BP神经网络模型、LSTM模型和SVM模型。四种最

优模型的计算值与实际值的对比如图 9 所示，误差对

表 2 不同邻井模型参数下的测试集效果 (前 20)
Table 2 Effect of test set under different adjacent well model parameters (Top 20)

序号
LSTM层参数 BP层参数

激活函数 MAE/MPa RMSE/MPa MRE/% 计算时间 /s
层数 神经元个数 层数 神经元个数

1 2 10 2 20 tanh 4.6492 5.2439 13.90 1.2637
2 2 10 3 20 sigmoid 4.5182 5.3880 13.14 0.5259
3 2 12 2 24 tanh 3.9348 4.5261 13.37 1.1482
4 2 12 2 28 tanh 2.6977 3.7081 8.76 1.1445
5 2 12 3 24 tanh 3.5100 4.2924 11.74 1.1508
6 2 12 3 28 tanh 2.3357 3.0295 8.31 1.3043
7 2 14 2 28 sigmoid 4.1447 4.7892 13.15 0.5123
8 2 14 3 24 tanh 4.0730 4.6833 11.96 1.1568
9 2 14 3 28 tanh 3.8912 4.4348 13.74 1.1769
10 3 10 2 20 tanh 4.3950 5.0765 12.45 2.1015
11 3 10 3 20 sigmoid 4.7458 5.6665 14.20 0.8174
12 3 12 3 24 relu 3.8034 4.6933 8.35 0.7106
13 3 12 3 24 sigmoid 4.4092 5.2163 13.69 0.6980
14 3 12 3 28 relu 3.3993 4.4306 11.55 0.6996
15 3 12 3 28 sigmoid 3.7798 4.6109 13.58 0.7211
16 3 14 2 24 sigmoid 4.0927 5.0269 13.53 0.6550
17 3 14 2 28 tanh 4.5849 5.3907 11.98 1.6748
18 3 14 2 28 sigmoid 3.8769 4.4423 13.76 0.6598
19 3 14 3 24 tanh 4.2824 5.2434 13.22 1.6577
20 3 14 3 28 tanh 3.3308 4.1829 11.71 1.6362

图 7 不同邻井模型评价指标对比

Fig. 7 Comparison of evaluation indexes of different adjacent well model
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比如图 10 所示。

在地层孔隙压力邻井计算方面，LSTM-BP模型

的MAE为 2.3357 MPa、RMSE为 3.0295 MPa、MRE为

8.31%，与实测点的平均相对误差为 1.23%。也均小

于传统的BP神经网络模型、LSTM模型和SVM模型，

四种最优模型误差对比如图 11 所示，计算值与实际值

的对比如图 12 所示。

由此可以看出，本文所建立的LSTM-BP神经网

络计算模型的表现要优于传统的BP神经网络模型、

LSTM神经网络模型和SVM模型，这是可能由于增加

了LSTM层后，神经网络模型能够较好的学习到测井

图 8 两种不同参数的邻井模型预测效果对比

Fig. 8 Comparison of prediction effects of two adjacent well 
models with different parameters

6000

5500

5000

4500

4000

3500

3000

2500
60 90 120 60 90 120

 
/m

 
 
 

6

 /MPa

4

表 3 BP 神经网络模型、LSTM 神经网络模型和 SVM 模型参数优选结果

Table 3 Results of parameter preferences for BP neural network model, LSTM neural network model and SVM model

模型 最优参数组合 MAE
/MPa

RMSE
/MPa

MRE
/%

计算时间

/s
实测点

误差 /%

单

井

模

型

BP
网络层数 神经元数 激活函数 迭代轮数 批尺度

2 32 tanh 400 20 6.4084 8.1936 9.29 0.1456 11.85

LSTM
网络层数 神经元数 激活函数 迭代轮数 批尺度

3 12 relu 300 50 6.3811 8.0996 5.69 2.8477 10.12

SVM
核函数 核函数系数 惩罚参数 epsilon

linear auto 2 0.05 10.4017 11.8627 9.53 0.0006 15.87

邻

井

模

型

BP
网络层数 神经元数 激活函数 迭代轮数 批尺度

3 32 sigmoid 300 20 2.6547 3.2068 9.46 0.2406 2.29

LSTM
网络层数 神经元数 激活函数 迭代轮数 批尺度

3 12 tanh 300 50 5.1425 5.8673 10.45 2.4757 2.61

SVM
核函数 核函数系数 惩罚参数 epsilon

rbf scale 3 0.05 2.6865 3.3112 10.60 0.0119 1.40
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图 9 不同单井模型计算值与实际值对比 (T-1 井 4589 m~ 
6088 m)
Fig. 9 Comparison of calculated and actual values of different 
single well models (T-1 Well 4589 m~6088 m)
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和钻录井数据中存在的关键的序列性特征信息，这些

信息经过BP神经网络层的进一步的融合，建立了钻-

测-录数据与地层孔隙压力之间复杂的非线性映射关

系，使LSTM-BP神经网络模型在处理钻井工程和地

层沉积等序列性问题上具有较大的优势。

5 结论

(1)本文利用距离相关系数分析了地层孔隙压力

与钻井、测井以及录井参数之间的相关性，结合钻井

经验知识优选出了标准井深、钻时、dc指数、立管压

力、当量密度、出口电导率、泵冲速、井径、声波时

差、自然伽马、密度测井等 16 种参数作为模型输入参

数。

(2)考虑了钻井过程与地层沉积过程的序列性，分

析了钻井、测井和录井参数与地层孔隙压力之间具有

较强的非线性关系，构建了LSTM-BP神经网络模型，

采用LSTM层提取输入参数中关键的序列性特征信息，

进而通过BP层来构建参数与地层孔隙压力之间的非线

性映射关系。

(3)将LSTM-BP模型与优化后的BP神经网络模

型、LSTM神经网络模型和SVM模型进行对比，结果

表明LSTM-BP神经网络模型的精度最高，较传统方

法有了较大的提升，为地层孔隙压力提供了一种新的

智能计算方法。
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